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Cel i zakres pracy

Opracowanie potoku przetwarzania sygnału EKG do 
klasyfikacji pobudzeń serca

Porównanie trzech modeli klasyfikacyjnych

Ocena jakości modeli w dwóch scenariuszach

Implementacja najlepszego modelu w aplikacji 
wspomagającej analizę EKG dla wybranych klas arytmii

Zapewnienie możliwości zapisu wyników analizy do bazy 
danych



Dane i podział klas według standardu AAMI

MIT BIH Arrhythmia Database jako 
źródło danych

Zastosowanie standardu AAMI do grupowania 
pobudzeń

Selekcja klas w celu klasyfikacji uderzeń serca:
• N – pobudzenia prawidłowe oraz pobudzenia 

zakwalifikowane do 

grupy normalnej
• S – pobudzenia nadkomorowe (supranadkomorowe)
• V – przedwczesne pobudzenia komorowe



Przykłady uderzeń EKG w klasach N, S, V z interwałem RR



Scenariusze oceny modeli

Wariant wewnątrzpacjentowy

- próbki jednego pacjenta 
mogą pojawić się w zbiorze 
uczącym i testowym

- model widzi bardzo podobne 
wzorce w obu zbiorach

- ryzyko mocnego zawyżenia 
wyników

Wariant międzypacjentowy

- podział na pacjentów, brak 
wspólnych pacjentów w 
zbiorze uczącym i testowym

- lepsze odwzorowanie realnej 
sytuacji klinicznej

- znacznie trudniejsze zadanie, 
szczególnie dla klasy S



Potok przetwarzania sygnału EKG

Wczytanie sygnału EKG i adnotacji 
pobudzeń serca

Wstępne przetwarzanie sygnału

Wycięcie okna sygnału wokół zespołu QRS dla 
każdego pobudzenia

Ekstrakcja cech numerycznych dla modeli 
klasycznych

Standaryzacja cech do jednolitej skali

Zastosowanie wybranego modelu



Schemat działania modeli klasycznych

Parametry sygnału EKG

Wektor cech

Najbliżsi sąsiedzi

Głosowanie

Wiele drzew 
decyzyjnych

Klasa AMII

Klasyfikator k-najbliższych 
sąsiadów

Klasyfikator drzew 
decyzyjnych



Konwolucyjna sieć neuronowa

Fragment 
sygnału EKG

Warstwa 
wejściowa

Pierwsza warstwa 
konwolucyjna

Druga warstwa 
konwolucyjna

Trzecia warstwa 
konwolucyjna

Warstwa 
wyjściowa

Wykrywanie 
prostych, 
lokalnych 
wzorców

Przetwarzanie 
prostych 
wzorców 

w bardziej 
złożone cechy

Wydobywanie 
najbardziej 

abstrakcyjnych 
cech 

odróżniających 
klasy

Wybór klasy 
z najwyższą 
wartością 

prawdopodo-
bieństwa



Oprogramowanie wspomagające analizę segmentów pod kątem wybranych arytmii

Konfiguracja 
modelu

Wizualizacja 
analizowanego

segmentu

Wybór 
rekordów

Różne możliwości 
wyboru zakresu 
segmentów do 

analizy

Wyniki analizy 
segmentu: liczność 

klas i średnie 
prawdopodobieństwa

Możliwość zapisu 
wyników analizy do bazy 

danych



Dziękuję za uwagę
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